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Oz

Gilinlimiiz teknolojisinin gelismesine paralel olarak bilgisayar ortamina aktarilmis olan veri miktari inanilmaz boyutlara ulagsmis ve giin
gectikce de artmaktadir. Bu nedenle veriyi isleme yontemleri de degismektedir. Klasik kiimeleme yaklasimlarinda veri statiktir. Oysa
giiniimiiz teknolojisinde, verinin ¢ok hizli oldugu diinyada artik veriyi akarken kiimeleyecek, kullaniciya istedigi zaman sonug
verebilecek uygulamalara ihtiya¢ vardir. Bu anlamda ihtiyaci karsilayan akan veri kiimeleme yaklagimlarina olan talep giin gegtikce
artmaktadir. Ciinkii akan veri kiimeleme yaklagimlar bir defa okumali, hizli ve kendisini yeni gelen veriye uyarlama 6zelligine sahiptir.
Yani veri bir yandan akarken bir yandan kullaniciya sonug iiretilebilmektedir. Bu ¢alismada akan veri kiimeleme alaninda yapilan
¢aligmalar derlenmekte ve bu alana ilgi duyan arastirmacilara 11k tutulmaktir.

Anahtar Kelimeler: Akan veri kiimeleme, akan veri kiimeleme teknikleri, akan veri kiimeleme alanindaki ihtiyaglar

A Survey on Data Stream Clustering Techniques

Abstract

In parallel with the development of today's technology, the amount of data that has been transferred to the computer environment has
reached incredible dimensions and is increasing day by day. For this reason, the methods of data processing are also changing. In
classical data clustering approaches, data is static. However, in today's technology in which data streams very fast, there is a need for
applications that can cluster data and show results while the data is streaming whenever the user wants. In this sense, the demand for
data stream clustering approaches is increasing day by day. Because, the data stream clustering approaches read once, fast, and have the
ability to adapt themselves to new data. In other words, the results are shown to the user on the one hand, while the data is streaming
on the other hand. In this study, the proposed studies on the data stream clustering area are collected and the researchers who are
interested in this field are enlighten.

Keywords: Data stream clustering, data stream clustering techniques, demands in data stream clustering area

durumlar igin 1 dk bile olduk¢a geg olabilir. Bu ve buna benzer
nedenlerden dolayr ger¢cek zamanli analizler iretebilecek
uygulamalara olan ihtiyag¢ giinden giine artmaktadir

1. Giris

Teknolojinin hizh bir sekilde gelismesine paralel olarak Klasik veri kiimeleme algoritmalar1 var olan bir veri seti

bilgisayar, akill1 telefon veya sensor gibi veri lireten cihazlarin
kullanim1 yayginlasmistir. Bu tiir cihazlar kullanilarak “Biiyiik
Veri” olarak tanimlanan inanilmaz bir veri miktar1 iiretilmektedir.
Uretilen veriler ¢ok hizli bir sekilde arttigindan klasik veri
madenciligi yontemleri pek ¢ok acgidan yetersiz kalmaktadir.
Bunlarin basinda verileri bir yere kaydetme gelmektedir. Ciinkii
¢ok biiyiik veri miktarini kayit altina almak igin gereken kaynak
ihtiyac1 da ¢ok biyiiktiir. Bir diger yetersizlik nedeni ¢ogu
uygulama i¢in gergek zamanli sonug liretmeye olan ihtiyagtir.
Omegin banka gibi finansal kuruluslar icin analizlerin anlik
yapilabilmesine ihtiya¢ vardir. Ciinkii dolandiricilik  gibi
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iizerinde islem yaparak bu veri setini kiimelere ayirmaktadir. Kag
simif olacagimi ya kullanicidan girdi olarak alir ya da rastgele
belirleyerek islem yapmakta ve sonugta bu girdilere gore her
zaman dogrulugu kesin olmayan bir kiimeleme yapmaktadir. Yeni
bir veri geldiginde, dolayisiyla veri seti degistiginde kiimeleme
islemini bagtan yapar. Oysaki veri seti dinamik bir sekilde siirekli
degisiyor da olabilir. Bu nedenle bu verileri dinamik bir sekilde,
yeni veri geldikce sonucu giincelleyecek yaklasimlara ihtiyag
duyulmaktadir.
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Son yillarda akan veri lizerinde kiimeleme yapmaya yonelik
gesitli caligmalar yapilmig ve bu konu giin gectikge ilgi
cekmektedir. Akan veriyi kiimeleme olarak gevirebilecegimiz
data stream clustering dinamik bir sekilde degisen veriyi
kiimelemeye yonelik yapilan ¢aligmalardir. Bu ¢alismada akan
veri kiimeleme alaninda yapilan ¢alismalar derlenerek bu alanda
calismayi diisiinen arastirmacilara 1sik tutmak hedeflenmektedir.
Makalenin geri kalan1 su sekilde siralanmaktadir. 2. boliimde
akan verinin ne oldugu agilanmakta, 3. bolimde akan veri
kiimeleme alaninda karsilagilan problemler siralanmakta ve 4.
boliimde akan veri kiimeleme yaklagimlarinin uygulama alanlar
iizerinde durulmaktadir. 5. bolimde bu alanda yapilan
caligmalarda kullanilan veri setleri agiklanmakta ve 6. boliimde
veri Ozetleme metodolojileri {izerinde durulmakta iken 7.
boliimde akan veri kiimeleme yaklasimlarinin kiimeleme basarisi
degerlendirme yontemleri agilanmaktadir. 8. boliimde akan veri
kiimeleme alaninda yapilan calismalarin siniflandirilmasi
yapilmakta ve 9. bdlimde baglica akan veri kiimeleme
yaklagimlart agiklanarak karsilastirmalar1 yapilmaktadir. Son
boliimde ise bu alanda yeni ¢aligmalara acik olan konular tizerinde
durularak ¢alisma sonuglandiriimaktadir.

2. Akan veri kiimeleme

Akan veri kiimeleme finansal, network izleme,
telekomiinikasyon veri ydnetim, web, sensdr ag, meteorolojik,
bilim ve miihendislik gibi pek ¢ok alanda kullanilmaktadir [1, 2].
Adi gegen uygulamalarda yiliksek hizda anlik veri akmaktadir.
Gelistirilecek uygulamalarin anlik olarak bu verileri kiimelemesi
gerekir. Gelistirilecek uygulamalarin tek yonlii tarama yapan, on-
line, ¢ok seviyeli ve ¢ok yonlii olmasi gerekir [1]. Sekil 1’de de
goriildiigii gibi akan veride verinin sonu belli degil ve ¢ogunlukla
da boyutu sonsuzdur. Bu nedenle veriyi bir yerde biriktirip isleme
imkani yoktur, yani sinirsiz depolama ihtiyact dogmaktadir.

Akan Ve

Yeni Eski
Veriler A AR 7 AR Ay Veriler
t

Sekil 1. Akan veri ornegi

Veri yiikksek hizda aktigindan bu veriyi kiimeleyecek
yaklagimin da hizli bir sekilde ¢aligmast gerekmektedir. Bunun
yaninda akan bu verinin genellikle belli bir sinir1 yoktur. Basi ve
sonu Onceden bilinemez. Dolayistyla verinin geneli hakkinda
bilgi sahibi olma imkéan1 yoktur. Kisaca akan veri, boyut olarak
biiyiik, sonsuz, devamh ve ardigiktir [3, 4].

3. Akan veri kiimeleme
yaklasimlarinda karsilasilan
problemler

Pek cok agidan bakildigi zaman akan veri kiimeleme klasik
veri kiimeleme yaklagimlarindan farklidir. Geleneksel kiimeleme
yaklagimlar1 ve akan veri kiimeleme yaklagimlari arasindaki
farklar1 su sekilde siralayabiliriz [5]:

e  Geleneksel yontemde veriler statiktir; ancak akan veride
veri dinamiktir, siirekli degismektedir.

e Akan veride geleneksel yontem gibi veriyi bir yere
kaydedip tekrar tekrar isleme imkan1 yoktur.

e Geleneksel yontemde sonuclar sabittir; ancak akan
veride sonug zamana bagli olarak degisir.

Akan veri pek cok acidan kisitlayicidir. Gelistirilecek
yontemin kaynaklart etkin kullanmasi ve tatmin edici sonuglari
makul bir zamanda sunmasi ihtiyact bunlardan bazilaridir. Bu
nedenle gelistirilecek yontemlerin bu problemleri gz Oniinde
bulundurmasi gerekir. Akan veri kiimelemede en sik karsilasilan
problemleri su sekilde siralayabiliriz [5]:

e Sonsuz boyut ve yiiksek hiz: Akan veride verinin sonu
genelde yoktur veya sinirlari bilinmez.

e Dinamizm: Veri dinamiktir, her an degisir.

o Veriye  genel bakis:  Geleneksel  kiimeleme
yaklagimlarinda veriye genel bir bakis attiktan sonra
daha iyi sonuglar elde edilebilmektedir; ancak akan
veride verinin sonu belli olmadigindan veri hakkinda
kestirimde bulunmak ¢ok zordur.

e Sapan veri: Geleneksel kiimeleme yaklasimlarinda veri
on igleme ile sapan veri olup olmadigini, var ise bunlari
bertaraf etme imkani vardir; ancak akan veride bunu
tespit edip diizeltmek oldukc¢a zordur.

e ok boyutluluk: Akan veride ¢ok boyutlu veriyi islemek
geleneksel yonteme gore oldukga zordur.

o Parametreleri belirleme: Akan veride parametreleri
belirlemek tim veriye hakim olunmadigindan oldukga
zordur.

Bir akan veri kiimeleme yaklagiminin kabul gorebilmesi igin
saglamas1 gereken minimum kriterler vardir [5]. Bunlar:

e Uyarlanabilirlik: Akan veri kiimeleme yaklagimlarinin
her yeni gelen veriye gore bastan kiimeleme yapmak
yerine yeni gelen veriye gore kendisini uyarlayabilmesi
gerekir.

o JVeriyi bir defa isleme: Akan veri kiimeleme
yaklagimlarinin veriyi tekrar tekrar islemek gibi bir
imkant olmadigindan bir defa isleyerek sonug
iiretebilmesi gerekir.

e Zaman kisiti ve alan kriteri: Veri siirekli aktigindan bu
veriyi hafizaya kaydedip isleme imkéni yoktur. Bu
nedenle veriyi ¢ok kisa bir zamanda ve ¢ok az kaynak
harcayarak islemek gerekir.

e  Kiimeleme adaptasyonu (Concept Evolution): Veri
stirekli degistiginden daha dnce olusturulmus kiimelerin
gelen veriye gore adapte olabilmesi gerekir.
Gerektiginde var olan kiimeler diginda yeni bir kiime
olusturma, var olan bir kiimeyi yok etme, var olan iki
kiimeyi birlestirme veya var olan bir kiimeyi farkl

sayida kiimelere ayirmak gerekebilir.

e Devamli kiimeleme modeli: Akan verinin sonuna kadar
bekleyip kiimeleme yapma imkani yoktur. Bu nedenle
veri akarken kiimeleme modelinin de bir taraftan
kiimeleme islemini gergeklestirmesi gerekir.
Kullanicinin ~ istedigi her an kiime sonuglarini
sunabilmesi gerekir.
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e Sapan veri tespiti: Gelistirilen kiimeleme yaklasiminin
sapan verileri tespit edebilmesi gerekir. Clinkii sapan
veriler kiimeleme basarisini dogrudan etkilemektedir.

4. Akan veri kiimeleme
yaklasimlarinin uygulama alanlan

Kullaniciya ait click verisi analizi [6], saldir1 tespit sistemleri
[7-9], sosyal medya [10-12], finansal uygulamalar [13], bilimsel
arastirmalar [14], saglik arastirmalari [15-17], mobil uygulamalar
[18], nesnelerin interneti (10T) [19] ve sensor ag [20, 21] gibi pek
¢ok alanda kullanilmaktadir. Nesnelerin interneti konusunun
yayginlastigi giinlimiizde uygulama alanlarinin daha da artacagimni
sOylemek miimkiindiir.

Yukarida da bahsettigimiz gibi teknolojinin gelismesine
paralel olarak internet ortamina aktarilmis olan veri miktari {issel
olarak artmaktadir. Bu devasa verilerin anlamh bilgiye
doniistiiriilmesine olan talep ve yeni ihtiyaglar bu alanda
yapilacak ¢alismalara ilham vermektedir.

5. Akan veri kiimeleme
yvaklasimlarinda kullanilan veri
setleri

Akan veri kiimeleme alaninda yapilan ¢aligmalarin biiyiik bir
c¢ogunlugunda  sentetik  veriler kullanilmaktadir.  Ciinki
calismalarin odaklandig1 sapan veri tespiti veya ¢ok boyutluluk
gibi problemleri ayn1 anda saglayan gergek verileri bulmak ¢ok
zordur. Bu nedenle bu alanda calisma yapan aragtirmacilar
genelde kendi verilerini iiretmektedir. Bunun yaninda performans
veya basari karsilastirmalari igin KDD-CUP '99, KDD-CUP '09
veya UCI’nin orman Ortiisii verisi de sik¢a kullanilmaktadir.
Kullanima agik akan veri kiimeleme verilerini sunan kaynaklar
su sekilde siralayabiliriz [22]:

e UCI Knowledge Discovery in Databases Archive -
http://kdd.ics.uci.edu

e KDD Cup Center - http://www.sigkdd.org/kddcup/

e UCR Time-Series Datasets -
http://www.cs.ucr.edu/~eamonn/time_series _data

e Kaggle - https://www.kaggle.com/

Bu veri seti sunan kuruluslarin disinda ABD gibi baz1
iilkelerin FBI, niifus biirosu ve saglik bakanlig gibi ¢esitli kurum
ve kuruluslar1 ve Amazon, Twitter, Facebook ve Instagram gibi
web platformlari gesitli veri setleri sunmaktadir.

6. Akan veri kiimeleme
yaklasimlarinda temel veri
ozetleme metodolojileri

Sonsuz depolama imkanina sahip olunmadigindan kiimeleme
basaris1 ve depolama alani arasinda makul bir oranin tutturulmasi
gerekir. Biitlin veriyi depolamak ve kiimeleme islemine tabi

tutmak kiimeleme basarisi agisindan daha iyi olabilir; ancak bu
durum, biiyiikk depolama ihtiyac1 dogurmaktadir. Bu nedenle
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verinin tamami yerine Ozetini almak hem kiimeleme basarisi
acisindan makul bir sonug almay1 miimkiin kilmakta, hem de alan
acisindan tasarruf saglanmaktadir. Bu nedenle gesitli 6zetleme
algoritmalar1 gelistirilmistir. Baslica veri 6zetleme yontemleri
sunlardir:

Rastgele Ornekleme (Random Sampling): En basit 6zetleme
yaklagimidir. Bu 6zetleme yaklasiminda belli araliklarla drnek
almir. Bu oOzetleme yaklagimmin en biylik 6zelligi g¢ogu
uygulama agisindan kullanimi oldukga kolaydir. Sekil 2 6rnek bir
rastgele 6rnekleme drnegini gostermektedir.

Drata Stream

9 3 5 2 7 1 6 5 8§ 4 9 1
Omeldem %

@ 5 1 8

Sekil 2. Rastgele 6rnekleme 6rnegi

Kayan Pencere (Sliding Window): Bu yaklasimda 6rnekleme
yapmak yerine sadece en son gelen veri alimir [23]. Sekil 3’te
gorildiigii gibi herhangi bir t aninda w kadar veri 6rnek olarak
aliir. Stok veya sensor network uygulamalari i¢in olduk¢a uygun
bir yaklagimdir. En son gelen verilerin daha 6nemli oldugu
uygulamalar i¢in kullanimi olduk¢a uygundur. Hafiza agisindan
oldukga tasarrufludur, sadece w kadar hafizaya gereksinim duyar.
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Sekil 3. Sliding window érnekleme 6rnegi

Histogramlar: Sekil 4’te de goriildigi gibi veriye ait
degerler icin frekans degerlerine gore Ozet ¢ikaran bir
yaklagimdir. Bu yaklasimda veriler kova (bucket) denilen
pargalara boliiniir. Kovalarin boyutu gerekli hafiza miktarini
belirler. Dezavantaji1 geriye doniik islem yapamamasidir.

-

a 5 10 15 20 25 30 35 40 45 S0
Veriler

Sekil 4. Histogram érnekleme 6rnegi

Cok Coziintirliiklii Metodlar (Multiresolution Methods):
Biiyiik veri miktar1 ile bag etmek i¢in gelistirilmis bir yontemdir.
Bu yaklasimda veri miktarint azaltmak icin pargala ve fethet
yaklagimi izlenir. Bu yaklagimin en Onemli avantaji veriyi
yonetme anlaminda dogruluk ve kaynak agisindan optimum
sonu¢ vermesidir. Ayrica veriyi farkli acilardan anlamaya
yardimci olur. Ornek olarak dengeli ikili agaclarini ele alirsak
kokten yapraklara dogru indikce her adimda sonug
detaylandirilmis olur. Bu yaklasim da buna benzemektedir. ki
cesit cok ¢oziiniirliiklii metot vardir. Bunlar
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a.  Mikro-kiimeler (Micro-clusters) [24]: En ¢ok kullanilan
ozetleme yaklagimlarindan biridir. En biiyiikk avantaji
¢ok boyutlu veriler i¢in olduk¢a kullanigli olmasidir.

b. Dalgacik (Wavelets) [25]: Dalgacik 0zetleme,
veritabanlarinda hiyerarsik verilerin ayristirilmasinda ve
ozetlenmesinde sikca kullanilan bir yontemdir. Temelde
hiyerarsik verileri ayristirmak icin kullanilan bir
yaklagimdir.

Taslak (Sketches): En dogruya yakin bir cevabi elde etmeyi
garanti eden bir yaklagimdir. Veriyi bir defa isleme mantigina
gore galisir. Veriye ait siklik momenti (frequency moment) sketch
denilen 6zetler ile elde edilir.

Rastgele Hale Getirilmis  Algoritmalar  (Randomized
Algorithms): Cok boyutlu ve biyiik verileri islemek i¢in
geligtirilmis bir yaklasimdir. Rastgele ornekleme ve taslak
yaklagimlarinin birlesiminden olusur.

7. Akan veri kiimeleme
yaklasimlarinda kiimeleme
basarisim1 degerlendirme
yontemleri

Kiimeleme yapan bir model ortaya konduktan sonra bu
modelin basarisinin  dlgiilmesi  gerekmektedir. Akan veri
kiimeleme modellerinin basarasini 6l¢gme yontemleri yine klasik
kiimeleme yontemlerini  6lgme yontemlerinde kullanilan
yontemlerle aymdir. Purity Testi, F-Score, Accuracy, Rand
index(RI1), Adjusted Rand index(ARI) ve Silhouette index bu
alanda kullanilan baslica yontemlerdir. Akan veri kiimeleme
modelini degerlendirirken bu parametrelerden sadece birini
kullanmak basariy1 tam olarak 6lgmek adina yeterli degildir. Bu
nedenle bu parametrelerden birkag tanesi kullanilmaktadir.
Ornegin Purity-ARI, Purity-Accuracy-F-Score veya Purity-ARI-
Silhouette index parametrelerinin kullanimi oldukga yaygindir.
Temel anlamda kiimeleme basarisi degerlendirme yontemlerini
iki gruba ayirabiliriz: Dahili ve harici yontemler.

7.1. Dahili yontemler

Dahili yontemlerde veri setine ait bir sinif etiketinin olmasina
gerek yoktur. Cilinkii kiimeleme basarisint degerlendirmek igin
smiflara atanmis veriler arasindaki benzerliklere ve diger
kiimelere olan farkliliga bakar. S6z konusu bu benzerlik kriteri
¢ogu zaman uzakliktir. Yani bir kiimedeki veriler birbirine ne
kadar yakinsa ve diger kiimelere de ne kadar uzaksa bu kiimeleme
modeli o kadar basarili olarak degerlendirilir. Silhouette index ve
SSE (Sum of Squarred Errors - Hatalarin Kareleri Toplamu),
baslica dahili kiime basarist degerlendirme yontemleridir.

Sekil 5’te de goriildigii gibi Silhouette index [26], her veri
icin iki uzaklig1 baz alir. Bu uzakliklardan ilki verinin bulundugu
kiimeye ait diger verilere olan uzakliklarin ortalamasidir. Diger
uzaklik ise verinin ait oldugu kiimeye en yakin kiimenin
elemanlarina olan uzakliklarin ortalamasidir. Bu iki uzaklik
tizerinden [-1, 1] araliginda bir deger hesaplar.

Sekil 5. Silhouette index drnegi

a herhangi bir i verisinin i¢inde bulundugu kimedeki diger
verilere olan uzakliklarin ortalamasi ve b, i verisinin en yakin
oldugu kiimeye ait verilere olan uzakliklarin ortalamasi olmak
iizere Silheouette index S; Es. 1 ile hesaplanir.

b—-a

max(a,b)

SSE, kendi igerisinde verilerin hata payin1 hesaplar. Verilerin
hata paylarimin karelerinin toplamini bulur. n veri sayisini, Vi, i.
verinin degerini ve y, tahminlerin ortalamas1 olmak iizere SSE Es.
2 ile hesaplanir.

SSE = Y1, (vi — 7)? @)

Sekil 6°da da goriildiigii gibi her verinin ortalama dogrusuna
olan uzaklig1 hata payin1 gostermektedir. Yani veri dogruya ne
kadar yakin olursa hata paya o kadar azalir.

. I
5 T r l l
- 20 T -

g

Sekil 6. SSE ornegi

7.2. Harici yontemler

Kiimeleme barisit  degerlendirirken kullanilan  harici
yontemlerde temel is modelin atandigi kiime etiketinin veri
setinde bulunan gercek kiime etiketleri ile karsilagtirtlmasidir.

Purity onerilen modelin yaptigi kiimeleme yaklagiminin
saflik derecesini hesaplar. Her kiime i¢in igerisinde barmdirdigi
verilerden sayisi en fazla olan verilerin toplam veri sayisina
oranidir. Bu iglemi tiim kiimeler icin yapar ve elde edilen
sonuglarin tamamint toplar. Bu toplamin toplam veri sayisina
orani Purity’dir. K kiime sayisini, Cid, C; kiimesindeki baskin
sinifa ait veri sayisint ifade etmek iizere Purity Es. 3 ile hesaplanir.
x |cf|

c

—h 3)
K
Accuracy kiimelenen verilerin ger¢ekte ne kadarmin dogru
smmifa atandigin1 bulmaya yarayan bir kiimeleme basarisi
degerlendirme yaklagimidir. a; i kiimesine atanmis ve gercekte de
i kiimesine ait olan verilerin sayis1 ve n de veri setindeki toplam
veri sayis1 olmak iizere Accuracy Es. 4 ile hesaplanir.

Purity =

k.
Accuracy = Ziz1 % 4)

n

Precision ve Recall en temel kiimeleme basarisini
degerlendirme yontemleridir. Bir dokiimandaki ilgili olan
dokiimanlarin sayisi |R|, R oldugu tahmin edilenlerin sayis1 |A|
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ve R’ye ait oldugu tahmin edilenlerden gergekte R’ye ait olanlar
[R,| olmak iizere Precision ve Recall degerleri Es. 5 ve Es. 6 ile
hesaplanir.

Precision = % (5)

[Rq|

Recall = Rl (6)

Rand Index (RI) [28], bir kiimedeki verinin degerini
hesaplarken o veriyi ayn1 kiimede olan diger verilerle ikili olarak
karsilastirir. Bu islemi ayni sekilde gercek sinif etiketleri i¢in de
yapar. Sonrasinda bu yapilan islemi ikili olarak kargilastirir. Ayni
mu1 yoksa farkli m1 oldugunu bir tabloda tutar. Bu tablo iizerinden
RI degerini hesaplar. Xgercex, X pargasina ait gergek sinif
etiketleri ve Xrgpmin X pargasma ait tahmin, Uyumluyyy,, ikili
kargilagtirmanin hem Xgepce’de hem Xrgpmin’de ayni olmasin,
Uyumlugpg,y;, ikili karsilastirmanin birinde farklt olmasini,
Uyumsuz,,,, ikili karsilastirmanin  hem Xgercer’de  hem
Xranmin de ayni olmasini, Uyumsuzg,,x;, ikili karsilastirmanin
birinde farkli olmasini ifade etmek {izere RI Es. 8 ile hesaplanur.
Uyumlu gyn +Uyumluparkn

RI =

- Uyumlugyn, +Uyumlupqrin+Uyumsuz gyn, +Uyumsuzrgrk,

Adjusted Rand Index (ARI) [29], RI iizerinden hesaplanan bir
kiimeleme basarist degerlendirme yontemidir Es. 9 ile hesaplanur.

8)

ARI = RI—-Beklenen RI (9)

Max RI-Beklenen RI

Jaccard index [30], modelin etiketledigi verileri ger¢ek
etiketler ile karsilastirir. Modelin verileri atadigi kiimenin etiketi
A, soz konusu verilerin gergek kiime etiketi B olmak {izere
Jaccard index (Js) iki kiimenin kesisimlerinin birlesimlerine
oranidir ve Es. 10 ile hesaplanir.

AnB
Js=—— (10)
Yukarida saydigimiz  kiime basarist  degerlendirme

yontemlerinin disinda Calinski-Harabasz index [31], | index [32],
Dunn index [33], Davies-Bouldin index [34], Fowlkes & Mallows
[35], BIC (Bayesian Information Cirtaria) index [36], NMI
(Normalized Mutual Infprmation) [37] ve Entropy [38] gibi kiime
basarisi degerlendirme yontemleri de vardir.

Kiime basarisi degerlendirme yontemleri olarak dahili
yontemler harici yontemlere gore daha kullanish ve tutarlidir.
Ciinkii  dahili yontemlerde bir kiime etiketine ihtiyag
olmadigindan modelin kiimeleme yaparken verdigi etiketin bir
onemi yoktur. Bu nedenle Gergekte 1 numarali kiime olarak
etiketlenmis verilerin model tarafindan 2 veya 3 olarak
etiketlenmesinin bir farki yoktur ve kiimeleme basarisin
etkilemez. Oysa ki harici yontemlerde verilen etiketin gergek
kiime etiketi ile uyugmamasi, sonucu dogrudan etkiler. Zaman
karmasiligr acisindan bakildigi zaman ARI, Jaccard index,
Fowlkes & Mallows ve Silhouette index gibi kiimeleme basarisi
degerlendirme  yontemlerinin zaman karmasikligt  diger
yontemlerden daha yiiksektir.

Kiimeleme basarisini degerlendirme yontemlerinden bir digeri de
F-Score’dur [27]. F-Score Precision ve Recall degerlerinin
harmonik ortalamasidir ve Es. 7 ile hesaplanir.

2.Precision.Recall (7)

F — Score = —
Precision+Recall

8. Akan veri kiimelemede temel
yaklasimlar

Akan veri kiimeleme yaklagimlar1 parcalamali, hiyerarsik,
yogunluk-tabanli, grid-tabanli ve model tabanli olarak bes ana
gruba ayrilmaktadir [39]. Tablo 1°de de gorildigi gibi her
yontemin hem avantaji hem de dezavantaji bulunmaktadir.

Parcalama temelli akan veri kiimeleme yaklagiminda veri k-
means gibi uzaklik tabanli bir algoritma ile ¢esitli sayida kiimelere
ayrilir. Bu tiir yaklagimlarda kiime sekli yuvarlaktir. Oysaki kiime
sekli verinin 6zelligine bagh olarak degisebilir. Bu yaklagimlarda
genelde sonug giirtiltii ve sapan veriden etkilenir. STREAM [40]
ve CluStream [24] bu yaklagimlara 6rnek verilebilir.

Hiyerarsik kiimeleme, veriyi kiimelerden olusan bir agag
yapisinda gruplar. Veri oOrnekleme ve veri gorsellestirme
acisindan faydali bir yaklasimdir. Kiime birlestirme (merge) ve
kiime bolme (split) islemi siirekli yapilir. BIRCH [41] ve
Chameleon [42] bu yaklasimlara 6rnek verilebilir. Hiyerarsik
kiimelemenin bagarisim1  arttirmak i¢in diger yoOntemlerle
birlestirilmis yaklagimlar da mevcuttur. Bu yaklagimlara 6rnek
ClusTree [43] verilebilir.

Grid tabanli kiimeleme, verinin dagilimindan bagimsizdir.
Veriyi grid denilen pargalara ayirir. Zaman agisindan hizli bir
kiimeleme yaklasimidir. STING [44], WaveCluster [45] ve
CLIQUE [46] bu yaklasimlara 6rnek verilebilir. Grid tabanli
yaklagimlarin yogunluk tabanli yaklasimlarla birlestirildigi ¢cok
sayida caligma da mevcuttur. D-Stream [47] ve MR-Stream [48]
bunlara 6rnek verilebilir.

Model tabanli kiimeleme yaklagimlari, EM (Expectation
Maximization) [49] gibi matematiksel modellerle veri arasinda
bir optimizasyon bulmaya calisan kiimeleme yaklasimlaridir. EM
algoritmasi k-means algoritmasimin degisik bir versiyonu olarak
diistiniilebilir. SWEM [50] algoritmasi bu yaklagimlara 6rnektir.

Yogunluk tabanli kiimeleme, yogunlugu baz alarak
kiimeleme yapar. Bu yaklagimlarda kiimeler verinin yogunlastigi
alanlarda yogunlagir. Temel yaklasimi kiimeyi verinin
yogunlagtigt yerlere dogru genisletmeye dayanir. Bu islemi
gerceklestirirken belirli bir esik deger kullanir. Boylece sapan
verileri bertaraf etmek ve veriye gore sekiller elde etmek miimkiin
olabilmektedir. DBSCAN [51], OPTICS [52] ve DENCLUE [53]
yogunluk tabanli kiimeleme algoritmalaridir. DenStream [54]
akan veriyi kiimelemeye yonelik gelistirilmis yogunluk tabanl
kiimeleme algoritmast olarak verilebilir.

Tablo 1. Akan veri kiimeleme yaklagimlarinin kargilagtiriimasi [55]

Metod Avantaj Dezavantaj
Pargalamali e  Uygulamasi kolaydir e  Kiime sayist kullanici tarafindan
e Ozyinelemeli bir sekilde kiimeleri tanimlanmalidir
olusturur e  Sadece dairesel sekiller elde edilebilir
Hiyerarsik e  Mesafe veya benzerligi ele alis sekli isi e  Islemi tamamlama kriterlerinde problem
kolaylastirir olabiliyor
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edebilir.

e  Zaman karmasiklig yiiksektir
Grid-tabanl o Islemleri hizli bir sekilde yapar e (Cok boyutlu veriler kullanilamaz
Sapan verileri tespit edebilir e  Grid boyutu tanimlanmak zorundadir
Yogunluk-tabanlt e  Farkl sekle sahip kiimeleri tespit e  (Cok sayida parametre tanimlanmali
[ ]

e  Sapan verileri tespit edebilir

Coklu yogunluk durumlarinda ¢alismaz

Model-tabanli °

tanimlayabilir

Standart istatistiki bilgilere dayanarak °
kiime sayisini otomatik bir sekilde

e  Sapan verileri tespit edebilir

Model veya tanimlanmis yapiya baglidir

9. Bashica akan veri kiimeleme
algoritmalari

STREAM [40], k-means tabanli iki asamadan olusan bir
yaklasimdir. Bol ve fethet yaklasimina dayanir. ik asamada data
stream kova (bucket) denilen pargalara boliiniir ve her kova igin
k-median uygulanarak k tane kiime bulunur. Kiime merkezleri
kaydedilerek kiime merkezleri sahip olduklar1 veri miktarlarina
gore agirliklandirilir. Bu noktada asil veriler goz ardi edilerek
agirliklandirilmis veri merkezleri veri olarak kabul edilir. Tkinci
asamada agirliklandirilmis veri merkezleri kiimelenerek daha az
sayida kiime elde edilir.

Ven

1. Faz: CF agac olugturarak bellege yiikle

Ilk CF Agact

2.Faz(opsiyonel): Daha kiigiik DF agaci olusturarak istenen yogiunluga getir

Daha kiigiik CF agac —
Faz 3: Global kiimeleme

Ivi kimeleme

4. Faz(opsiyonel ve offling): Kiime gikarim

|

Daha iyi kiimeleme

Sekil 7. BIRCH genel yapisi [41]

CluStream [24] bir online ve bir offline bilesenden olusur.
Online bilesen veriyi mikro-kiime (micro-cluster) yapisinda
Ozetler. Burada mikro-kiimeler BIRCH [41] (Sekil 7)’in
kiimeleme o6zelliginin gecici genisletilmis bir versiyonudur.
Veriye ait 0zetleme istatistikleri bellege kaydedilir. Bu durum,
kullaniciya zaman agisindan esneklik saglar. Offline bilesen ise k-
means kiimeleme uygulayarak mikro-kiimeleri daha biiylik
kiimelere donistiiriir. Bu algoritma dairesel olmayan sekilleri
bulmakta ¢cok verimli degildir. Ayrica sapan veriden ¢ok etkilenir.
Bunun yaninda yapisi geregi biiyiik veri setleri i¢in ¢ok basarili
degildir. CluStream algoritmasimin gelismis bir versiyonu olan
StreamSamp [56] algoritmasi gelistirilmistir. Bu yaklagim temel
anlamda verimli bellek kullanimi ile 6n plana ¢ikmaktadir.
StreamSamp’te sabit boyutlu bellek kullanimi benimsenmistir. Tki
¢esit hafizalama yoluna gidilmektedir. Kisa boyutlu ve daha uzun
boyutlu hafizalama. Kisa boyutlu hafizalama kiigiik boyutlu
periyodik hafizalama yaparken, uzun boyutlu hafizalama biiytik

boyutlu periyodik hafizalama yapmaktadir. StreamSamp akan
veriyi hizli bir sekilde Ozetleme yetenegine sahip olmasina
ragmen kiimeleme bagarisi zamana bagli olarak azalmaktadir.

ClusTree [43] kiimeleme islemini yine online ve offline
olmak tiizere iki asamada gergeklestirir. Online kisim mikro-
kiimeleri bulmak i¢in kullanilir. mikro-kiimeler hiyerarsik yapida
birlestirilir. Bodylece herhangi bir adimda offline bilesen
uygulanabilir. Sistem kendinden uyarlamalidir. Bu nedenle
herhangi bir anda sistem sonug iiretebilmektedir.

HPStream [57], Fading Cluster Structure (FCS — Veri
Agirhigimi Azaltma) kullanarak zamana bagl olarak eski verilerin
agirhigint  azaltir. CluStream algoritmasinin  gelismis  bir
versiyonudur. ClueStream algoritmasina goére avantaji ¢ok
boyutlulugu desteklemesidir. Cok boyutlu verilerde boyutlarin bir
alt kiimesini alir. Nitelik sayisi her kiime igin farkli olabilir.
Nitelik sayis1 giincellenebilmektedir. Yeni gelen verilere daha
fazla 6nem verilmesi gereken uygulamalar icin uygundur. Bu
yaklagim sensdr network uygulamalari i¢in oldukca faydali bir
yaklagimdir. Cok boyutlulugu desteklemesine ragmen c¢ok
boyutluluk konusunda optimum bir sonug verememektedir. Kiime
sekillerini belirlemekte problem ¢ikmaktadir. lyi performans igin
verinin tamami1 hakkinda yeterli bilgiye sahip olmak gerekir. Bu
da akan veri igin her zaman miimkiin degildir.

DUCstream [58] veriyi birbiri ile rtiismeyen gridlere ayirir
ve veriyi y1gin (chunk) denilen pargalara ayirir. Her bir yigin M
tane veriden olusur. Gridler noktalar halinde haritalanir ve depth
first search algoritmast uygulanarak kiimeler olusturulur.
Kiimeleri bir grafin pargalar1 gibi birbirine baglar. Kiimeleme
acisindan oldukga elverisli bir algoritmadir. Ancak veriyi gridlere
ayirmak igin veri hakkinda yeterli bilgiye sahip olmak gerekir.

DenStream [54] yogunluk tabanli bir kiimeleme yaklaginmudir.
Bu yaklasim da DBSCAN algoritmasimin gelistirilmis bir
versiyonudur ve mikro-kiimeler kullanir. Sekil 8’de de gorildugi
gibi online ve offline olmak iizere iki boliimden olusur. Online
boliimde veriler mikro-kiime seklinde temsil edilir. Offline
boliimde mikro-kiime yapisindaki veri DBSCAN [51] algoritmast
ile kiimelenir. Bu algoritmanin en biiyiik avantaji sapan verileri
tespit edebilmesidir. rDenStream [59] algoritmasi da DenStream
algoritmasi gibidir. rDenStream algoritmasinin en énemli farki
atilan verilere ikinci bir sans vermesidir.
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Sekil 8. DenStream algoritmasi [54]

[ Kimeleme Modali }

E-Stream [60], bes tip islem gerceklestirmektedir: Yeni bir
kiimenin ortaya c¢ikmasi, var olan bir kiimenin yok edilmesi,
bliylik bir kiimenin bdoliinmesi, iki kiimenin birlestirilmesi,
kiimenin karakteristiginin degistirilmesi. Fading cluster yapisim
ve histogram kullanir. Bu nedenle performansi HPStream [57]
algoritmasindan daha 1iyidir. Ancak kullanicinin pek c¢ok
parametreyi tanimlamasina ihtiyag duyar [60].

i
T
x I 15
41 EE
= Eh
Alkan Veri | LR PRmARs
= 1 At
ME SR
1 ;«- " e 0 .;
1 Yozunluvk Gridt
Onlinz Izlem

Sekil 9. D-Stream kiimeleme [4T]

D-stream [47], yogunluk tabanli grid yapis1 kullanan bir
kiimeleme algoritmasidir. Veriyi gridlere boler. Sekil 9°da da
goriildiigi gibi iki asamadan olusur. Online boliimde gelen veri
gridlere gore haritalanir. Offline asamada her grid i¢in yogunluk
hesaplayarak veriyi atar. Son olarak grid yogunluguna gore bir
kiimeleme yapar. Eski gridlerin agirligin1 azaltmak ig¢in zamana
baglt olarak agirlik azaltma (fading) fonksiyonu kullanir. Eger
belirlenen bir gridin yogunluk degeri esik degerinin altina diiserse
ve yeni veriler eklenmez ise silinir. Nitelik sayis1 (dimension)
arttikga grid sayisi {issel artar, bu nedenle ¢ok boyutlu problemler
icin uygun degildir.

SE-Stream  [61], E-Stream algoritmasimin gelismis bir
versiyonudur. Boyut problemini de ele alan bir algoritmadir.
Amag ¢ok boyutlu veriler i¢in performansi arttirmak. Boyut
indirgeme islemi yapilir. Bunu yaparken de sonugla en fazla
alakas1 olan nitelikler secilir. E-Stream [60] algoritmasinda
MergeOvelapClustering ve LimitMaximumCluster islemleri ¢ok
zaman almaktadir. SE-Stream algoritmasinda bunlar optimize
edilir.

DD-Stream [62], yogunluk ve grid tabanli yaklasimlari
birlestiren bir yaklasimdir. n-boyutlu veriyi gridlere ayirir ve
dzvektdr (eigenvector) ile update eder. Ozvektdr grid merkezinin
koordinatlarini, gridin en son giincellendigi zamani, gridin grid
merkezinden silindigi zaman1 ve en son grid yogunlugu gibi veri
gruplarini igerir. Ozvektér ile gridin yogun mu yoksa seyrek bir
grid mi olduguna karar verir. Sekil 10°da da goriildiigii gibi yogun
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gridlere ait kiimeleri bulmak i¢in yogunluk tabanli kiimeleme
yaklagimi kullanilir.

HUE-Stream [63], E-Stream [60] algoritmasinin gelistirilmis
bir wversiyonudur. Kategorik niteliklerde belirsizligi ortadan
kaldirmak i¢in iki objenin uzaklik fonksiyonunu olasilik dagilimi
ile kullanir. K iime yapisinda degisiklik yapilip yapilmayacagina
ad1 gecen uzaklik fonksiyonu ile karar verir. Bu fonksiyon ile bir
kiimenin ikiye ayrilmasina veya iki kiimenin birlestirilmesine
karar verir.

STREAMKM-++ [64], k-means ve Oklid uzaklig1 tabanli bir
akan veri kiimeleme algoritmasidir. Eger kiime merkezlerinin
sayisi fazla ise BIRCH [41] algoritmasindan daha iyi sonug
vermektedir. Ancak performans agisindan bakildigi zaman
BIRCH algoritmasina gore daha yavas bir algoritmadir.

HDDStream [65], HPStream [57] benzeri bir algoritmadir.
HDDStream ii¢ asamadan olusur. Ilk asamada mikro-kiimeler
olusturulur. Sonra online bdliimde sapan veriler tespit edilir ve
geri kalan veri kiimelenir. Offline boliimde ise elde edilmis
kiimeler daha biiyiik kiimelere doniistiiriilir. HDDStream
algoritmasinin HPStream algoritmasindan farki kiime sayisinin
zamana bagli olarak degismesidir.

LeaDen-Stream [66], yogunluk tabanli bir akan veri
kiimeleme yaklagimidir. Sekil 11°de de gorildigi gibi bu
yaklagimin  yogunluk tabanli diger ¢alismalardan farksi,
olusturulmus olan mikro-kiimelerin i¢indeki verilerin dagilimin
da g6z oniinde bulundurmasidir. Burada mikro-kiimelerin iginde
verinin yogunlastifi yerde bulunan veri lider olarak segilir.
Offline boliimde lider noktalar kullanilarak sonug¢ kiimeleri
olusturulur.

CL-Ant [68] ve CL-Antinc [69] algoritmalar1 karinca
kolonisini drnekleyen akan veri kiimeleme yaklasimlaridir. CL-
Ant ve CL-AntInc algoritmalarinda veriler karinca olarak temsil
edilmektedir. Karinca kolonilerinin her biri de kiime olarak kabul
edilmektedir Algoritma baslangicta k-means algoritmasi
uygulayarak kiimeleme yapmaktadir. Daha sonra dinamik bir graf
yapist olusturularak dinamik bir kiimeleme yapilmaktadir.

HSDStream [70], ¢ok boyutlu verileri kiimelemek amaciyla
gerceklestirilmig bir algoritmadir. HSDStream ii¢ asamadan
olugmaktadir. Birinci agamada veri sabit boyutlu mikro-
kiimelere(core-mc) déniistiiriiliir. Ikinci asama olan online
agsamada sapan veriler tespit edilir. Offline boliimde ise sonug
kiimeleri  olusturulur. Bu algoritmanin HDDStream [65]
algoritmasindan farki ¢ok boyutlu veriyi isleyebilmesidir.
Yapilan deneysel c¢aligmalar HSDStream algoritmasinin
HDDStream algoritmasindan daha iyi sonuglar verdigini ortaya
koymustur.

Sekil 12°de de goriildiigii gibi CODAS [67], yine yogunluk
tabanli bir akan veri kiimeleme yaklagimidir. CODAS’1n getirdigi
en onemli yenilik tamamen online ¢aligmasidir. Online olarak
veriyi  mikro-kiimelere béler, sonra bu mikro-kiimeler
birlestirilerek asil kiimeler elde edilir. Bunu gerceklestirmek igin
kiimelemede hyper-spherical mikro-kiime denilen yapiy1 kullanir.
Sapan verileri tespit etmek i¢in bir esik deger kullanilir. Bu
kiimeleme yaklasiminin en biiylik eksigi online caligmasindan
dolay1 ¢ok hizli akan veriyi islemede olusabilecek problemler ve
son gelen verileri daha oOnemli kilacak bir yapiya sahip
olmamasidir.

SOC [71], temelde hizli bir sekilde ve online kiimeleme
yapmay1 amaglayan bir yaklagimdir. k-means ve k-medoid gibi
yaklagimlarin aksine herhangi bir varsayimda bulunmaz. Kiimeler
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skeleton denilen pargalar ile temsil edilir. Skeleton denilen
pargalar verinin yogunluga gore agirliklandirilmis seklidir. Hizl
bir sekilde kiimeleme yapmak i¢in her yeni veri gelisinde kiimeler
giincellenir. Onerilen yaklasim kiimeleri otomatik bir sekilde
tespit ederken sapan verileri de tespit etme yetenegine sahiptir.

L1 1 1 1 1 |
Yosunluk Gridi 1

Mevcut yaklagimlarin ¢ogundan daha iyi sonug¢ verdigi tespit
edilmistir.

i1 - | ~— Kimelsme
| Yofunlulk Gridi Cridi Gancelle ~ Sonuvcu
Yogunlule Gridi 2
Sekil 10. DD-Stream algoritmasi [62]

-, yapilmis  olur.  Sekil 14.1 DCSTREAM  algoritmasinin

- - framework’unu gostermektedir.

-'. - .

.® FEAC-Stream [75] kiime sayisinda sinirlama getirmeyen ve
Dmsxm el Offline 2samaya sénderilen veriyi Ozetlerken verinin degisim noktalarini tespit etmeye ¢aligan

milero lime milero lmenin merlcezi

I_aa.Dfa'_LTE-traﬁ.mc'.aki kaba Offline asamaya

wa ivi lder ldimeler sonderilen ivi lider

Sekil 11. LeaDen-Stream algoritmasimda mikro-makro
kiimeler[66]

STREAMLEADER [72], CODAS algoritmasi gibi offline
boliime gerek duymadan veriyi online olarak kiimeleyen bir
kiimeleme yaklagimidir. Bu yaklagimda kullanicidan sadece bir
parametreyi  belirlemesi  beklenmektedir.  Sistem MOA!
platformuna adapte edilmistir. Gelistirilen yontem CluStream,
DenStream ve ClusTree algoritmalari ile karsilastirildiginda daha
iyi sonug verdigi tespit edilmistir.

DBSTREAM [73] mikro-kiime yapisini kullanirken mikro-
kiimeler arsindaki verileri de isleme alir. Online kisimda veri
Ozetlenirken  Ozeti  almmig  veriler  yogunluga  gore
agirliklandirilmaktadir. DBSTREAM  veriyi mikro-kiimelere
bolerken sadece mikro-kiimeler arasi mesafeyi almaz aym
zamanda orijinal veriler arasindaki yogunluk baglantilarim1 da
alir.

DCSTREAM [74], STREAM gibi bol ve fethet ve k-means
tabanli bir kiimeleme algoritmasidir. Biiyiik verileri kiimelemek
icin gelistirilmistir. Veriler w boyutunda parcalara ayrilir. w;
penceresine alinmig veri Wit siiresi igerisinde yok edilir. Yani
geriye doniis w siiresince olabilir. Biri online ve biri offline olmak
iizere iki bilesenden olusur. Veri online bdliimden Once veri
temizleme, nitelik se¢me, nitelik azaltma ve veri doniisiimii gibi
igslemler gergeklestirilir. Online boliimde veriler mikro-kiimelere
boliiniir. Burada kiime birlestirme ve ayirma (merge ve split) k-
means ile yapilir. Offline béliimde wi+1 siiresi sonunda w; yok
olacagindan son gelen verilere Onem verilerek kiimeleme

1 Massive Online Analysis: Yeni Zelanda’nin Waikato Universitesi’nin akan veri
kiimeleme igin gelistirdigi agik kaynak kodlu bir framework

boylece performansi arttiran bir akan veri kiimeleme
yaklagimidir. Yani olusturulmus kiimeleri degistirmeyi belirli
sartlara baglar aksi durumda kurulmus olan yapt devam
ettirilmektedir

DPStream [76] algoritmasi DPClust yapisin1 kullanan bir
hiyerarsik veri kiimeleme yaklagimidir. Verileri hiyararsik bir
yapida birlestiren DPStream bunu yaparken verileri yogunluga
bagli olarak en yakin yiiksek yogunluklu olarak birbirine baglar.
Mevcut yontemler ile karsilastirildiginda performans agisindan
¢ok hizli ¢aligan bir algoritma oldugu sdylenebilir.

CEDAS [77] graf yapisimt kullanan bir akan veri kiimeleme
yaklagimudir. Verileri ilk olarak mikro-kiime yapisinda birlestiren
daha sonra bu mikro-kiimelerin yakinlik derecesine bakarak
birlestiren ve makro kiimeleri olusturan online ¢alisan ve farkli
sekildeki kiimeleri tespit etme yetenegine sahip bir yaklagimdir.
Her veri gelisinde graf yapist kontrol edilmekte ve eger gerek
varsa bu yap1 giincellenmektedir.

LLDStream [78], DenStream ve DBSCAN [51]
algoritmalarini temel alan yogunluk tabanli bir algoritmadir.
LLDStream online ve offline olarak iki asamadan olusur. Online
asamada gelen verinin atanacagir mikro-kiimeyi belirler. Offline
asamada ise kullaniciya mikro-kiimelerden olugan makro kiimeler
sunulur. LLDStream boyut indirgemeyi LDA (Linear
Discriminant Analysis)’dan faydalanarak yapar. Cok boyutlulugu
ve farkli sekildeki kiimeleri tespit edebilmesi avantaji olarak 6ne
¢ikmaktadir.

Bir diger onerilen akan veri kiimeleme yaklasimi Xinxin ve
ark. [79] sapan verileri tespit edebilen, en yakin komsu
yaklagimindan gii¢ alan yogunluk ve grid tabanli algoritmadir. Bu
yaklasim kayan pencere veri 6zetleme yaklasimini kullanir. Ozeti
almmis veri bir graf yapisinda yapilandirilir. En yakin komsu
yaklagimina goére bir birine yakin olan veriler ayni kiimenin
elemanlar1 olarak tanimlanir. Farkli sekildeki kiimeleri ve sapan
verileri tespit edebilmesi en giiclii yonleri olarak &ne ¢ikarken,
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parametrelerin optimum belirlenmesi ihtiyaci zayif tarafi olarak
one ¢ikmaktadir.
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Sekil 13. DCSTREAM algoritmaswina ait framework [74]

SPE-Cluster [80], oto-regresyon modelleme teknigini
kullanarak akan veriler arasindaki korelasyonu hesaplar. Bunun
i¢in akan veriden birbiri ile alakal1 nitelikleri bulmak igin frekans
spektrumunu bulur. Online ve offline iki boliimden olusur. Online
boliim kayan pencere ile akan verilerin spektral bilesenlerini
hesaplar. Offline boliim ise Dinamik k-means kullanarak akan
veriyi kiimeler. SPE-Cluster dinamik yapisi ile kiimeleme
adaptasyonu (concept evolution) ve kiime sayist problemlerine
¢Oziim tiretmektedir.

Jurgen ve ark. [81] paralel akan veriyi kiimelemek igin
degisken tabanli bir yaklasim Onermislerdir. Veriyi 6zetlemek
icin veriler arasindaki uzakligi ve Discrete Fourier Transform
(DFT) katsayisim1 kaydeder. Akan veriyi islemek icin kayan
pencere yapisini kullanir. Kiimeleme islemini gergeklestirmek
icin k-means kiimelemeyi kullanir. Kiimeleme adaptasyonu
gerceklestirmek i¢in kiime sayisini birer birer artirir ve birer birer
azaltir. Kiime sayisini artirirken merkeze uzak veriyi yeni kiime
olarak tanimlar. Kiime sayisini azaltirken var olan bir kiimenin
elemanlarimi diger kiimelere atar.

ODAC [82], kiimeleme adaptasyonunu desteklemek i¢in
ayirici ve kiimeleyici bir yapidadir. Ustten asagiya (top-down) bir
yapiy1 destekler, hiyerarsik bir aga¢ yapisindadir. Veriler
arasindaki uzakligt bulmak icin korelasyona benzeyen bir
hesaplama yaklasimi vardir. Hiyerarsik agacta her bir kok (node -
burada kiime) uzakliga bakarak ayirir. Aymi sekilde uzaklik

korelasyonuna gore iki kokii birlestirir. Var olan kiimelerin ¢capina
bakarak kiimelerin birlestirilmesine veya ikiye ayrilmasina karar
verir. Bu islem zamana bagl olarak periyodik bir sekilde yapar.

POD-Clus [83], model tabanli bir akan veri kiimeleme
yaklasimidir. Ornekleme igin kiime dzetini kullanir. Bunun igin
ortalama, standart sapma ve her kiime i¢in nokta sayisina bakar.
Kiimelerin ayristirilmasi, iki kiimenin birlestirilmesi, yeni bir
kiime olusturulmast veya var olan bir kiimenin yok edilmesini
destekler. Kiimeleme basarisi tatmin edici olmasina ragmen islem
performansi kotidiir.

COMET-CORE [84], ¢oklu akan veriyi online manada
kiimelemek icin gelistirilmis bir yaklasimdir. Benzerlik o6l¢iitii
olarak agirliklandirilmig korelasyon kullanir. ODAC [82]’1n
aksine COMET-CORE veriyi periyodik olarak kiimelemez.
Belirli bir durum olustugunda kiimeleri boler veya birlestirir.
Akan veriler arasindaki agirliklandirilmis korelasyonu siirekli
giinceller.

Tablo 2, akan veri kiimeleme alaninda gelistirilmis olan belli
basli  yaklasimlar1  kullanilan  parametreler, kiimeleme
adaptasyonunu destekleme, veri agirligini zamana gore azaltma
(fading), kiimeleme tiirii, avantaj ve dezavantajlari agisindan
karsilastirmaktadir.

Tablo 2. Akan veri kiimeleme alaninda gelistirilmis algoritmalardan bazilarimin karsilastiriimasi
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STREAM 2001 | Kiime say1st Performanst Kiime sayisint | Hayir Hayir Pargalamali

sinirlama

SPE-Cluster | 2001 | Kayan ve temel | Kiime sayisi belirlemede | Dairesel olmayan | Evet Hayir Pargalamali
pencerelerin ve zamana bagl kiime | kiimeleri bulmakta
tanimlanmasi gerekir adaptasyonunda problemli

avantajlidir
CluStream 2003 | Kiime sayisi ve zaman | Ozetleme sayesinde | Dairesel olmayan | Evet Hayir Pargalamali
penceresi kullaniciya esneklik | kiimeleri tespit etmekte &
saglar problemli Hiyerarsik
Sapan veriden etkilenir
Biiyiik verilerde
problemli

HPStream 2004 | Max  kiime sayisi, | Cok boyutlu wverileri | Dairesel olmayan | Evet Evet Pargalamali
ortalama boyut degeri destekler kiimeleri bulmakta &

Yeni gelen verilerin | problemli Hiyerarsik
agirhigl daha fazla

DUCstream 2005 | Grid hiicrelerinin | Dairesel olmayan | Tim verilerin agirhg | Evet Hayir Yogunluk &
yogunluk esik degeri sekilleri bulabiliyor ayni Grid tabanli

DenStream 2006 | Kiime yarigapt  esik | Farkli sekillerdeki | Sapan verileri bulma | Evet Evet Yogunluk
degeri kiimeleri bulabilir islemi performansi tabanl
Veri agirlik esik degeri Sapan verileri tespit | disiiriiyor
Sapan veri esik degeri edebilir Kime  bolme ve
Kiime agirhigi birlestirme islemlerini
Bozunum katsayisi yapmiyor
(decay factor)

D-Stream 2007 | Bozunum katsayisi Yogunluga bakarak | Algoritmanin  zaman | Evet Evet Yogunluk &
Grid  yogunluk  esik | kiimeleri ger¢ek zamanli | karmagikligt pek ¢ok Grid tabanl
degeri olarak tespit edebiliyor | degiskenden etkilenir
Veri agirhigmi azaltma | Zamana bagli olarak
orant kiimelerin doniisiimiinii

destekliyor

E-Stream 2007 | Maksimum kiime sayisi, | Kiimelerin zamana bagli | Dairesel olmayan | Evet Evet Hiyerarsik
yaricap degeri, stream | doniigiimiinii destekler kiimeleri bulmakta
hizi, silme esik degeri, | Zamanla kiime bolme ve | problemli, ¢ok sayida
aktif olma esik degeri, | birlestirme islemleri | parametrenin
birlestirme esik degeri gerceklesir tanimlanmasi gerekir

DD-Stream 2008 | Grid hiicrelerinin | Farkli sekillerdeki | Cok boyutlulugu | Evet Evet Yogunluk &
yogunluk esik degeri, | kiimeleri bulabilir destekleme Grid tabanl
yogunluk fading orani | Kiimeleme basarist
gibi parametreler tatmin edici

ODAC 2008 | Kiimeleri bolme esik | Kimeleri bdlme ve | Dairesel olmayan | Evet Hayir Hiyerarsik
degeri birlestirme  isleminde | kiimeleri bulmakta

basgarili problemli

POD-Clus 2008 | Kiime bolme ve | Dairesel olmayan | Islem performans: kotii | Evet Evet Model
birlestirme esik degerleri, | kiimeleri tespit edebilir tabanl
veri agirlig1 azaltma orani

COMET- 2009 | Korelasyon esik degeri, | Cok boyutlulugu | Dairesel olmayan | Evet Evet Hiyerarsik

CORE kiime bolme ve | destekler kiimeleri bulmakta
birlestirme esik degerleri problemli

HUE-Stream | 2011 | Veri agirh@ azaltma | Kiimelerin zamana bagl | Dairesel olmayan | Evet Evet Hiyerarsik
orant ve E-Stream’in | doniisiimlerini destekler, | kiimeleri bulmakta
diger parametreleri performans: E-Stream’e | problemli, ¢ok sayida

gore daya iyi parametrenin
tanimlanmasi gerekir

HDDStream | 2012 | Kiime yarigap:, kiime | Farkli sekildeki | Algoritmanin Evet Evet Yogunluk
agirhgi, sapan veri esik | kiimeleri tespit edebilir, | performans: diisiik
degeri, bozunum | ¢cok boyutlu verileri
katsayist destekler, sapan verileri

tespit edebilir,

LeaDen- 2013 | MMLC ve | Kiimeleme basarist | Cok boyutlu veriyi | Evet Evet Yogunluk

Stream MMLCweight, MMLC | makul desteklemiyor
ve MMLCCenter,

MMLC ve MMLCradius
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Sapan verilere karsi
direngli, performansi
tatmin edici
SE-Stream 2013 | Silme esik degeri, yarigap | E-Stream algoritmasia | Cok sayida | Evet Evet Hiyerarsik
degeri, veri akis hiz1 gibi | gore performans daha | parametrenin
cok sayida parametre | iyi, algoritma optimize | tanimlanmasi gerekir
tanimlanmalidir edilmigtir.
HSDStream 2015 | Pencere genisligi, yarigap | Sapan verilere kars1 | Cok sayida verinin | Evet Evet Yogunluk
esik degeri, sapan veri | direngli, ¢ok boyutlu | tanimlanmasi gerekir
esik degeri, veri sayisi | verileri destekler,
esik degeri, varyans esik | performans tatmin
degeri, boyut indirgeme | edicidir
esik degeri
SOC 2015 | Kiime bdlme ve | Sapan verileri tespit | Kiime basarisi igin belli | Evet Evet Model
birlestirme esik degerleri | edebilir, kiimeleme | sayida verinin ulagmis tabanl
basarisi tatmin edici olmas1 gerekir
DCSTREAM | 2016 | Kiime bolme ve | STREAM algoritmasina | Dairesel olmayan | Evet Evet Pargalamali
birlestirme egik degerleri, | gore ¢ok daha basarili, | kiimeleri tespit etmek
sapan veri esik degeri Cok  boyutlu  veriyi | problemli
destekler
DBSTREAM | 2016 | Agirlik azaltma orani, | Mikro-kiimeler arasinda | Mikro-kiimeler Evet Evet Yogunluk
yarigap, o vs. kalan verileri de kullanir | arasindaki verileri de
buna gore gerekirse | isledigi i¢in zaman
kiimeler karmasiklig1 bir miktar
giincellenmektedir. artmaktadir.
FEAC- 2017 | InitSize, 10 k-means | Kiime sayisinin  6n | Eski olusturulmus | Evet Evet Yogunluk
Stream iterasyonu vs. tanimlt olmasma gerek | kiimeler silinir
yok
DPStream 2017 | Lokal yaricap, global | Tamamiyla online ve | Cok sayida parametre | Evet Hayir Hiyerarsik
yarigap, isleme alman | farkli sekilleri destekler. | var ve parametrelerin ve
veri boyutu vs. Ayrica ¢ok hizh ¢alisan | ¢ok dogru secilmesi Yogunluk
bir algoritmadir. gerekir.
CEDAS 2017 | Yarigap, kiime yaslanma | Tamamiyla online | Mikro kiimelerin | Evet Evet Yogunluk
orani ve minimum esik | ¢alisan ve farkli | birlesimi ile olusan
degeri sekildeki kiimeleri tespit | makro kiimelerin dogru
edebilir. Az sayida | tanimlanabilmesi
parametre optimum yarigapin
tanimlanmakta tanimlanmasi gerekir
LLDStream 2017 | Yarigap ve yogunluk | Boyut indirgemeyi | Tamamen online degil | Evet Evet Yogunluk
parametresi destekler, farkli sekilli | ve segilen parametreler
kiimeleri tespit edebilir, | sonucu etkiler
performanst iyi
Xinxin  ve | 2018 | Yogunluk esik degeri, | Farkli sekildeki | Optimum parametreleri | Hayir Hayir Yogunluk &
ark. Onerdigi yogunluk katsayisi, en | kiimeleri bulabilir, | belirlemek zor Grid tabanl
algoritma yakin  komsu degeri | sapan verileri tespit
paylasim degeri edebilir, kiime sayisinda
smirlama yok

10.  Sonuc ve oneriler

Akan veri kiimeleme konusu son donemin popiiler
konularindan biridir. Veri akarken gercek zamanli kiimeleme
yapmak ve kullanictya aninda bilgi sunmak oldukc¢a dnemlidir.
Ozellikle banka, saglik kuruluslari, giivenlik ve saglik kurumlari
gibi kuruluslar i¢in veriyi akarken anlamlandirmak gerekir.
Ciinkii bu tiir kuruluslarda zamana kars1 bir yarig s6z konudur.
Bunun yaninda bilim, ticaret, meteoroloji, teknoloji ve kamu
yonetimi gibi pek ¢ok alanda yaygin olarak kullanilmakta ve
kullanim alani giin gegtikce artmaktadir.

Akan veriyi kiimeleme statik veriyi kiimelemekten ¢cok daha
zordur. Clinkii veriyi bir yere kaydetmek ve bu veriyi islemek ¢cok
zordur. Zira biiyiik miktarda veri akmaktadir. Bu nedenle bu
veriyi kaydetmek ve islemek ¢ok bilyiilk kaynak ihtiyacim
dogurmaktadir.  Dolayisiyla akan  veriyi  kiimeleyecek
yaklagimlara olan talep siirekli artmaktadir. Veri akarken bu
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veriyi hizli bir sekilde isleyecek yaklagimlara olan ihtiyag giincel
problemlerden birisidir. Literatiirdeki ¢alismalarin ¢ogu online-
offline olarak iki bilesenden olusmaktadir. Tamamen online
calisan yontemler de onerilmektedir. Ancak bu tiir yontemler ya
istenen basartyr vermemektedir ya da performansi arttirmak igin
Ozetleme yontemleri kullanildigindan verinin 6nemli bir kismi
yok sayilmaktadir. Kisaca verinin nasil Ozetlenecegi de yine
calismaya agik alanlardan birisidir. Bu nedenle bu alanda yeni
yaklagimlarin gelistirilmesine ihtiyag vardir.

Akan veri kiimeleme alaninda yeni yontemler gelistirilmesine
acik alanlardan bir digeri evrimsel kiimeleme alamidir. Veri
dinamik bir sekilde akmaktadir. Dolayistyla verinin 6zelligi de
zamana bagli olarak degismektedir. Bu nedenle gelistirilen
yontemin de verinin Ozelligine gore zamana bagli olarak
evirilmesi gerekir. Yani zamana bagli olarak bir kiimenin
olusturulmasi, silinmesi, iki kiimenin birlestirilmesi veya bir
kiimenin ikiye boliinmesi ve kiimenin yapisinin degismesi gibi
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islemlerin  verinin  6zelligine
gergeklestirilmesi gerekir.

bagli olarak gerektiginde

Gelistirilen yontemlerde kullanilan parametrelerin se¢imi ve
atanmasi da yine giincel problemlerden birisidir. Cogu ¢alismada
cok sayida parametrenin belirlenmesi gerekmektedir. Bu
parametrelerin  dogru  belirlenmemesi  basarty1  dogrudan
etkilemektedir. Parametreleri azaltmak ve bu parametrelerin
miimkiin oldugunca model tarafindan belirlenmesi de onemli
problemlerden birisidir. Ayrica sapan verileri tespit etmek ve
performansi diisiirmeden ¢ok boyutlulugu desteklemek de giincel
problemler arasindadir.
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